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Prognostické metody
Vypracoval:

XXX
INFO,  V. ročník

Út XX:XX, sudý týden

XX.XX.2007
1.  Objekt prognózování

Práce se zabývá prognózováním vývoje cen bílého přírodního vína. Analyzovaná časová řada obsahuje měsíční údaje od roku 2001 do roku 2004. Úkolem práce je tedy stručná ex-post analýza tohoto období a především získat prognózu pro prvních 5 měsíců roku 2005.
Jako vysvětlující (nezávislou – exogenní) proměnnou použijeme cenu červeného vína.

Ex-post prognózu budeme provádět také pro období prvních 5 měsíců roku 2005.
2.  Ex – post analýza

Z grafu číslo 1 je patrné, že analyzovaná časová řada vykazuje především (rostoucí) lineární trend. Variabilita hodnot činí přibližně 10% (viz. tabulka č. 1). Výskyt dvou prudkých propadů respektive nárůstů cen způsobuje celkem výrazný rozdíl mezi minimální a maximální hodnotou.
Graf č. 1.: Vývoj cen přírodního bílého vína v období 2001 až 2004
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Tabulka č. 1.: Základní statistické charakteristiky

	minimum
	28

	maximum
	42

	průměr
	34,813

	rozptyl
	12,527

	směrodatná odchylka
	3,577

	variační koeficient [%]
	10,275


Identifikace sezónní složky v časové řadě

Identifikace sezónní složky v časové řadě byla provedena pomocí průměrných sezónních indexů. Jelikož se od hodnoty 1 vychylují jen nepatrně, můžeme konstatovat, že sezónní složka je v časové řadě pouze nepatrná a není nutné tedy časovou řadu od sezónních vlivů očišťovat.
/*

časová řada se skládá ze 3 složek:

· trend – pomocí něho budeme také dělat prognózu

· periodické kolísání

· cyklické kolísání – delší než jeden rok

· sezónní kolísání – roční perioda

· krátkodobé kolísání – kratší než jeden rok

· náhodná složka – snažíme se minimalizovat – jedná se v podstatě o chybu prognózy

V této části hledáme právě sezónní kolísání, které není moc velký. Odchylky od hodnoty 1 jsou nepatrné. V případě že je sezónnost výrazná, tak se hodnoty očišťují DĚLENÍM právě příslušným indexem (lednová lednovým a srpnová srpnovým…). A získaná prognóza se pak musí zase „odočistit“ ( NÁSOBENÍM. V našem případě to dělat nebudeme (. Ale dá se to udělat ve STATISTICE. Ty indexy jsou taky ze STATISTIKY.

*/

Tabulka č. 2.: Průměrné měsíční sezónní indexy
	leden
	únor
	březen
	duben
	květen
	červen
	červenec
	srpen
	září
	říjen
	listopad
	prosinec

	0,993
	0,979
	1,032
	0,990
	0,969
	1,031
	0,997
	0,984
	1,025
	0,993
	0,979
	1,032


Stacionarita časové řady
Mezi průzkumovou analýzu dat můžeme zařadit i orientační test stacionarity časové řady. Provedeme ho pomocí testu IDW.
/*
Stacionatita časové řady znamená, že rozptyl a průměr časové řady se v průběhu času nemění, že jsou „takřka konstantní“.


[image: image3.wmf](

)

å

å

=

=

-

÷

ø

ö

ç

è

æ

-

-

=

n

t

t

n

t

t

t

y

y

y

y

IDW

1

2

_

1

2

1


Pokud se IDW blíží hodnotě 0,5, tak je časová řada téměř jistě nestacionární.

Pokud se IDW blíží hodnotě 2, tak je časová řada téměř jistě stacionární.

Jedná se pouze o ORIENTAČNÍ TEST !!

Předpokládám, že víš co jsou 1. a 2. diference (
- jednoduše změna oproti předcházejícímu období a 2. diference jsou změny 1. diferencí 

jinak (n+1) – n

*/
Tabulka č. 3.: Vypočtené hodnoty IDW

	 
	IDW

	Víno přírodní bílé (cena v Kč za l)
	0,77

	1. diference
	2,70

	2. diference
	1,00


První diference analyzované časové řady jsou téměř jistě stacionární, ovšem nelze ani vyloučit stacionaritu již původních hodnot. Podrobnější test stacionarity časové řady provedeme u modelu ADL.
3.  Odvození prognózy z trendové funkce

Již průzkumová analýza dat napověděla, že analyzovaná časová řada vykazuje přibližně rostoucí lineární trend. Provedeme tedy prognózu pomocí lineární trendové funkce.
Graf č. 2.: Prognóza pomocí trendové funkce
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/*

Využíváme zmíněné trendové složky časové řady, čím výraznější trend, tím přesnější prognóza. A klasicky dosazujeme do funkce, kterou dostaneme s Excelu. Máš 48 pozorování, a chceš prognózu pro 5 období dopředu, tak dosazuješ za x postupně 49, 50, 51, 52 a 53. Klasická lineární funkce. R2 je koeficient determinace, udává „shodu modelu se skutečností“. Tato funkce vysvětluje skutečnost z 53,63 %.
*/
Po dosazení do trendové funkce:
yt = 0,1871x + 30,229
dostáváme požadované prognózy:
Tabulka č. 4.: Předpovědi pomocí trendové funkce

	 
	2005
	 předpověď

	yt+1
	leden
	39,40

	yt+2
	únor
	39,58

	yt+3
	březen
	39,77

	yt+4
	duben
	39,96

	yt+5
	květen
	40,15


4.  ARIMA model

Délku zpoždění modelu určíme na základě autokorelační funkce (ACF) respektive parciální autokorelační funkce (PACF). 

Autokorelační funkce nám pomůže odhadnout zpoždění modelu klouzavých průměrů (MA) a parciální autokorelační funkce zpoždění autoregresního modelu (AR).
/*
ARIMA (p,d,q)

p- řád autokorelace – určíme na základe PACF  - parciální autokorelační funkce

d- řád diference – dle stacionarity

q- řád klouzavých průměrů – určíme na základě ACF – autokorelační funkce

ACF a PACF uděláme pro skutečné hodnoty, 1. diference a 2. diference, případně i pro 3. diference a volíme zjednodušeně řečeno to zpoždění pro které v grafu modré čáry minimálně překračují červené čáry. Zpravidla se volí obě zpoždění stejné.

My volíme tedy u p a q zpoždění 1, a jelikož nemáme jistotu že je časová řada stacionární, tak volíme i d=1 (tedy řád diference)

*/

Graf č. 3.: ACF a PACF
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Graf č. 4.: ACF a PACF pro 1. diference
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Graf č. 5.: ACF a PACF pro 2. diference
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Míru zpoždění volíme tedy u AR i u MA řádu 1. Jelikož nemáme jistotu, zda je časová řada stacionární volíme i rád diference 1.  Dále volíme také délku zpoždění autoregrese o 12 měsíců.
/*

Tady jsem tu délku zpoždění o 12 měsíců u autoregrese zvolil náhodně a dalo to nejlepší předpovědi. Tak třeba řekni že si jako základ měl ARIMU (1,1,1) a dál jsi zkoušel co udělá ARIMA (1,1,1)(1,0,0) apod. Na okecávání si machr (
To zpoždění jinak znamená že ten model „zohledňuje“ hodnoty rok starý.

Když bude chtít rovnici tak:

ARIMA(1,1,1): yt = β0 + β1 yt-1 + β2 et-1 + ut

„paměť“ modelu je jedno období

ARIMA(1,1,1) (1,0,0): yt = β0 + β1 yt-1+ β2 yt-12 + β3 et-1 + ut

Tady si nejsem moc jistej ale asi to bude takhle.
*/
Předpověď pro prvních pět měsíců roku 2005 provedeme tedy pomocí modelu ARIMA (1,1,1)(1,0,0). 

Tabulka č. 5.: Předpovědi provedené pomocí modelu ARIMA (1,1,1)

	 
	2005
	předpověď
	Dolní hranice
	Horní hranice

	yt+1
	leden
	42,14
	46,36
	37,92

	yt+2
	únor
	39,58
	44,05
	35,11

	yt+3
	březen
	39,08
	43,71
	34,44

	yt+4
	duben
	39,07
	43,87
	34,28

	yt+5
	květen
	40,09
	45,04
	35,13


/*

Nic nedopočítáváš, vše ti vyhodí STATISTIKA.
*/

Graf č. 6.: Předpověď pro rok 2005 pomocí modelu ARIMA(1,1,1)(1,0,0)
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5.  ADL model

ADL model je model, který obsahuje n zpožděných hodnot závisle proměnné a p zpožděných hodnot nezávisle proměnné.

/*

ADL se liší tím, že pro prognózu používá ještě vysvětlující proměnnou, v našem případě červené víno.

*/

Deklarace proměnných:

· Vysvětlovanou (závislou – endogenní) proměnnou je cena za jeden litr přírodního bílého vína.
· Vysvětlující (nezávislou – exogenní) proměnnou bude cena za jeden litr přírodního červeného vína.
Testy jednotkového kořene:

Jedním z předpokladů ADL modelu je stacionarita náhodných proměnných. Testování provedeme pomocí DF testu.
/*
Tady je to trochu složitější…

Testuješ nulovou hypotézu že: H0: δ = 0 alternativní je pak A0: δ < 0
Když je t-hodnota v absolutní hodnotě vyšší než příslušná kritická hodnota, tak nulovou hypotézu zamítáme. A prohlašujeme, že testované proměnné jsou stacionární. Tady se tak děje pro první diference (trojúhelník před x a y značí že se jedná o diference, dva pak o druhé diference). Dále již tedy testovat nemusíme.
*/

Tabulka č. 6.: Testy jednotkového kořene

	Víno bílé
	0,960
	Δyt = α + δyt-1 + εt

	1. diference
	-3,341
	ΔΔyt = α + δΔyt-1 + εt

	Víno červené 
	1,572
	Δxt = α + δxt-1 + εt

	1. diference
	-3,152
	ΔΔxt = α + δΔxt-1 + εt

	t-hodnota
	2
	 


U obou přeměnných volíme zpoždění řádu jedna. První diference jsou již stacionární  Předpovídat budeme tedy první diference.

Volba zpoždění:

Volbu zpoždění ADL (n, p) modelu zvolíme na základě tří nejpoužívanějších kritérií. Jedná se o maximalizaci korigovaného R2, minimalizaci Akaikeho informačního kritéria (AIC) a minimalizaci Bayesova (Schwarzova) informačního kritéria (BIC).

Tabulka č. 7.: Testy pro volbu zpoždění

	 
	Korigované R2
	AIC
	BIC

	ADL (1,1)
	0,1100
	-2,5986
	-2,4794

	ADL (2,2)
	0,1697
	-2,5196
	-2,3188

	ADL (3,3)
	0,1676
	-2,3974
	-2,1135


/*
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 se musejí dopočítat ručně. 

Korigované R2 (upravené o počet stupňů volnosti) ti vyhodí STATISTIKA. 

SSR – směrodatná chyba odhadu – vyhodí ti STATISTIKA

n – počet pozorování

q – počet parametrů v rovnici – pro ADL(1,1) to je 3, pro ADL(2,2) je jich 5, pro ADL(3,3) 7

Korigované R2 hledáš maximální, AIC a BIC hledáš minimální. 

*/
Zpravidla volíme délku zpoždění pro n a p shodnou. Odhadujeme nejprve tzv. obecný model. Až při specifickém modelu se délky tohoto zpoždění mohou lišit.

V našem případě by bylo nejvhodnější volit délku zpoždění pro n i pro p řádu jedna. Provedeme ovšem i předpověď modelem ADL (2,2).
Obecné rovnice pro modely ADL (1,1) respektive ADL (2,2) mají následující podobu, nutno ovšem připomenout, že budeme pracovat s prvními diferencemi pro proměnné y a x.
ADL (1,1):  yt = β0 + β1 yt-1 + γ1 xt-1 + ut
ADL (2,2):  yt = β0 + β1 yt-1 + β2 yt-2 + γ1 xt-1 + γ2 xt-2 + ut
Pro předpovědi yt+2 až yt+5 použijeme jako vysvětlující proměnnou (optimální prognózu cen červeného vína) průměrnou hodnotu prvních diferencí. Po převedení diferencí získáváme předpovědi uvedené v tabulce č. 8.

/*

Jelikož pro prognózu používáš ještě navíc jednu proměnnou (červené víno), u které neznáš budoucí hodnotu, používá se jako optimální prognóza její průměr.
To se prostě tak dělá, že se za neznámou hodnotu dosazuje optimální prognóza, v našem případě tedy průměr.
Konkrétně tedy u prognóz yt+2  a dále neznáš hodnoty xt-1 a xt-2. 

V prvé řadě předpovídáš diference, pak tedy vezmeš poslední známou hodnotu a připočteš k ní první předpovídanou diferenci a dostaneš předpověď. A k ní zase přičteš tu další diferenci a dostaneš druhou předpověď atd.

*/

Tabulka č. 8.: Předpověď provedené pomocí modelu ADL(1,1)
	 
	2005
	předpověď
	Dolní hranice
	Horní hranice
	předpovídané diference

	yt+1
	leden
	38,67
	33,72
	43,63
	-1,33

	yt+2
	únor
	39,37
	34,41
	44,32
	0,69

	yt+3
	březen
	39,31
	34,35
	44,26
	-0,06

	yt+4
	duben
	39,53
	34,57
	44,49
	0,22

	yt+5
	květen
	39,65
	34,69
	44,60
	0,12


/*
Horní a dolní hranice předpovědi je vypočtena pomocí RMSFE vypočtené z ex – post prognózy za rok 2004 a pomocí tabelovaného tα (1,96) – kritická hodnota normálního rozdělení pro alfa=0,05.
RMSFE (Root Mean Squared Forecast) = směrodatná odchylka z chyb prognóz u ex – post prognózy.
Jedná se o tzv. intervalovou předpověď, konkrétně s 95% hladinou významnosti.

*/
Obdobným způsobem dostáváme prognózu také z modelu ADL (2,2).

Tabulka č. 9.: Předpověď provedené pomocí modelu ADL(2,2)
	 
	2005
	předpověď
	Dolní hranice
	Horní hranice
	Předpovídané diference

	yt+1
	leden
	38,43
	34,38
	42,48
	-1,57

	yt+2
	únor
	37,43
	33,38
	41,48
	-1,00

	yt+3
	březen
	38,93
	34,88
	42,98
	1,50

	yt+4
	duben
	38,82
	34,77
	42,87
	-0,10

	yt+5
	květen
	38,59
	34,54
	42,64
	-0,24


Pokud se pokusíme o jakýsi specifický model ADL (2,2), mohl by mít následující podobu:


yt = β0 + β1 yt-1 + β2 yt-12 + γ1 xt-1 + γ2 xt-12 + ut

Jelikož se nám u modelu ARIMA osvědčilo zpoždění autokorelací o 12 období, můžeme se o něco podobného pokusit u modelu ADL. U druhých zpožděných proměnných volíme tedy zpoždění o 12 období.
/*

Každý model ADL má tedy vlastní parametry β a γ a vlastní RMSFE z které se počítá intervalová předpověď.

tα (1,96) zůstává pro všechny stejné, stejně jako průměr x (
*/

Tabulka č. 10.: Předpověď provedené pomocí specifického modelu ADL(2,2)
	 
	2005
	předpověď
	Dolní hranice
	Horní hranice
	předpovídané diference

	yt+1
	leden
	43,46
	39,01
	47,90
	3,46

	yt+2
	únor
	39,05
	34,61
	43,50
	-4,40

	yt+3
	březen
	39,62
	35,18
	44,07
	0,57

	yt+4
	duben
	40,18
	35,73
	44,62
	0,55

	yt+5
	květen
	40,88
	36,44
	45,33
	0,71


Tabulka č. 11.: Parametry β a γ použité v modelech ADL
	 
	ADL (1,1)
	ADL (2,2)
	Specifický model ADL (2,2)

	β0
	0,2054
	0,2825
	0,1120

	β1
	-0,3727
	-0,5480
	-0,1242

	β2
	---
	-0,4051
	0,3395

	γ1
	-0,0421
	0,1092
	-0,1221

	γ2
	---
	0,1358
	0,2638


6.  Prognóza ex – post a zhodnocení prognóz

Ex – post prognózu provedeme u všech použitých modelů pro předpovídaný rok 2005. A učiníme tak zjednodušenou metodou ex – post prognózy, kdy vždy jednotlivé prognózy provedeme pomocí jednoho modelu. U modelů ADL tedy předpokládáme parametry β a γ konstantní.
Zhodnocení prognóz pak budeme provádět pro jednotlivé modely jako celky. Nejvhodnější model budeme hledat pomocí součtu čtverců odchylek (chyb prognózy). 

Hledat budeme také model, který udává nejlepší prognózu pro první předpovídané období.

Předpověď z trendová funkce

	 
	2005
	předpověď
	skutečnost
	Chyba prognózy

	yt+1
	leden
	39,40
	42
	-2,60

	yt+2
	únor
	39,58
	40
	-0,42

	yt+3
	březen
	39,77
	39
	0,77

	yt+4
	duben
	39,96
	40
	-0,04

	yt+5
	květen
	40,15
	41
	-0,85
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Model ARIMA (1,1,1)(1,0,0)
	 
	2005
	předpověď
	skutečnost
	Chyba prognózy

	yt+1
	leden
	42,14
	42
	0,14

	yt+2
	únor
	39,58
	40
	-0,42

	yt+3
	březen
	39,08
	39
	0,08

	yt+4
	duben
	39,07
	40
	-0,93

	yt+5
	květen
	40,09
	41
	-0,91
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Model ADL (1,1)

	 
	2005
	předpověď
	skutečnost
	Chyba prognózy

	yt+1
	leden
	38,67
	42
	-3,33

	yt+2
	únor
	39,37
	40
	-0,63

	yt+3
	březen
	39,31
	39
	0,31

	yt+4
	duben
	39,53
	40
	-0,47

	yt+5
	květen
	39,65
	41
	-1,35
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Model ADL (2,2)

	 
	2005
	předpověď
	skutečnost
	Chyba prognózy

	yt+1
	leden
	38,43
	42
	-3,57

	yt+2
	únor
	37,43
	40
	-2,57

	yt+3
	březen
	38,93
	39
	-0,07

	yt+4
	duben
	38,82
	40
	-1,18

	yt+5
	květen
	38,59
	41
	-2,41
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Specifický model ADL (2,2)  yt = β0 + β1 yt-1 + β2 yt-12 + γ1 xt-1 + γ2 xt-12 + ut
	 
	2005
	předpověď
	skutečnost
	Chyba prognózy

	yt+1
	leden
	43,46
	42
	1,46

	yt+2
	únor
	39,05
	40
	-0,95

	yt+3
	březen
	39,62
	39
	0,62

	yt+4
	duben
	40,18
	40
	0,18

	yt+5
	květen
	40,88
	41
	-0,12
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7.  Závěr

Nejpřesnější předpovědi poskytuje model ARIMA (1,1,1)(1,0,0), a to jak pro první předpovídané období, tak pro celý horizont předpovědi.
Jako druhý nejlepší model pro předpověď se jeví specifický model ADL (2,2) a jako třetí pak prognóza z trendové funkce.

Modely ADL (1,1) a ADL (2,2) vykazují spíše nevyhovující předpovědi. Příčinou může být například ne příliš vhodně zvolená vysvětlující proměnná.

I přes skutečnost, že průměrné měsíční sezónní indexy nevykazovaly výraznou sezónní složku v časové řadě, ukázalo se jako vhodné u modelů ARIMA a ADL zvolit zpoždění (sezónní posun) o 12 období.
/*
Nevím, proč ta předpověď z ADL(1,1) a ADL(2,2) vyšla tak „nekvalitní“. Tak jsem raději udělat i ten specifický model ADL(2,2). Nebývá totiž dvakrát nejčastější, že prognóza z trendové funkce je přesnější než prognóza u ADL. Ale je to samozřejmě individuální. Tak chyba bude právě asi ve volbě vysvětlující proměnné (x).
*/

Tabulka č. 12.: Porovnání použitých modelů
	 
	Trend
	ARIMA (1,1,1)(1,0,0)
	ADL (1,1)
	ADL (2,2)
	Spec. ADL (2,2)

	Chyba prognózy pro první období předpovědi
	- 2,60
	0,14
	- 3,33
	- 3,57
	1,46
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	8,28
	1,89
	13,62
	26,59
	3,45


/*

Na co se třeba ptal:
1) Co značí konstantní 1. diference? = lineární trend (rostoucí nebo klesající přímka)

2) Co značí konstantní 2. diference? =  ?? asi parabola nebo tak něco ??

3) Jak uděláš DF-test pomocí F-testu? = sorry to nedokážu vysvětlit (
Jinak se ptá docela hodně k tomu projektu…

*/
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